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Fizikai Nobel-dij: f6hajtas
a gépi tanulds és a mesterséges
intelligencia uttordi elGtt

Nyugodtan mondhatjuk, hogy az elmult két évben mind a tudo-
ményos, mind a hétkoznapi kozbeszédben kitiintetett szerepet
kapott a mesterséges intelligencia (MI). Sokak szdmdra taldn
nem meglepd, hogy a 2024-es fizikai Nobel-dijat John J. Hopfield
és Geoffrey E. Hinton kaptdk a mesterséges neurdlis hdlézatok-
kal torténd gépi tanulds terén végzett tittoré munkdjukért (1. ab-
ra). Ezek a felfedezések alapvet§en formadltdk dt a mesterséges
intelligencia és a gépi tanulds vildgdt, jelentds hatdst gyakorolva
a tudomdnyos kutatdsokra és a mindennapi életre egyarant.

1. abra. John J. Hopfield és Geoffrey E. Hinton
(Niklas EImehed grafikaja, © Nobel Prize Outreach)

John Joseph Hopfield (1933. julius 15-én sziiletett Chicagéban) az
amerikai tudomdnyos élet egyik meghatdrozd, interdiszciplindris
alakja, akinek munkdssdga kiilonosen nagy hatdst gyakorolt az
idegtudomdnyra, a fizikusok és a szdmitdstuddsok dltal mivelt neu-
rdlis hdl6zatok elméleti alapjaira, valamint a bioldgiai rendszerek
informdcidfeldolgozdsi mechanizmusainak megértésére. Fizikus-
ként kezdte pélydjét, késdbb azonban a komplex rendszerek és a
kognitiv folyamatok modellezése felé fordult, ezzel hidat képezve a
klasszikus fizika, a kémia, a bioldgia és a mesterséges intelligencia
kozott. Leginkdbb a rdla elnevezett Hopfield-hdlé miatt vélt is-
mertté, amely az idegrendszer mintdzatfelismerd és memdria-
funkcidit leir6 neurdlis hdlézatok egyik alapvetd modellje.

John Hopfield egy olyan korszakban sziiletett, amikor a tudo-
mdny szdmos teriilete — beleértve a kvantummechanikdt, a szi-
lérdtestfizikdt és a korai szdmitdgép-tudomdnyt — 6ridsi fejlédésen
ment keresztiil. Magas szintd képzést kapott; alapfoku diplomdjét
1954-ben szerezte a Swarthmore College-ban, doktori fokozatét pe-
dig 1958-ban védte meg a Cornell Egyetemen. Fizikai képzettsége
révén a késébbiekben szildrdtestfizikai és kvantumkémiai kutatd-
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sokba kezdett, amelyek jé alapot teremtettek szamdra ahhoz, hogy
megértse a komplex rendszerek mikroszkopikus kolcsonhatdsainak
makroszkopikus viselkedésben megjelend mintazatait.

Pdlydjdnak kezdeti szakaszdban Hopfield szildrdtestfizikdval
és molekuldris rendszerekkel foglalkozott. Az 1960-as és 1970-es
években kutatdsai olyan teriiletekre irdnyultak, mint a polimerek
elektronikus tulajdonsdgai, a szildrdtestfizika kiilonboz§ jelensé-
geinek elméleti megértése, valamint a folyadékok és szildrd anya-
gok molekuldris mozgdsdnak dinamikdja. Ezek a munkdk meg-
alapoztdk azt a szemléletmddot, amely a komplex, sok részecs-
kébdl 4ll6 rendszerek leirdsdra szolgdld statisztikus fizikai mdd-
szereket helyezte el§térbe.

A statisztikus fizika eszkoztdra, mely a sokrészecske-rendsze-
rek viselkedésének makroszkopikus leirdsdra szolgdl, késGbb
kulcsfontossdguvé vélt Hopfield neurdlis hdlékkal kapcsolatos ku-
tatdsaiban is. A neurdlis hdlézatok megértéséhez ugyanis hason-
l6an elvont, probabilisztikus eszkozok sziikségesek: a neuronok
nagy szdma és a szinaptikus kapcsolatok hélézatos felépitése in-
dokolttd teheti az ilyen mddszertani megkozelitéseket.

Hopfield 1982-ben publikélt, mdra mdr klasszikusnak szdmité
tanulmdnya [1] forradalmasitotta a mesterséges neurdlis héléza-
tokrdl alkotott elképzeléseket. Ebben a munkdban a szerzg be-
mutatott egy egyszert, mégis mélyrehaté modellt, amelyet ma
Hopfield-héléként ismeriink. A Hopfield-hdl6 visszacsatolt, telje-
sen Osszekapcsolt neurdlis hdlézat: minden neuron hatdssal van
a tobbi neuronra. A hdlé dllapota a neuronok aktivdciéjanak min-
tdzatdbdl all 6ssze. A halé dinamikdja tgy van megalkotva, hogy
idében az energiafiiggvény dltal leirhat6 potencidlfeliileten egyre
alacsonyabb energiadllapotok felé mozduljon el. [gy a hdlé stabil
dllapotai (lokdlis minimumai) a memorizdlt mintdzatoknak felel-
nek meg. Ennek eredményeképpen a Hopfield-hdld képes zajos
vagy hidnyos bemenetek esetén is felismerni és kiegésziteni a td-
rolt mintdkat, igy egyfajta asszociativ memdria modelljévé vdlt.

A Hopfield-hél6zat elsGsorban abban kiilonbozik a ma ismer-
tebb mély neurdlis hdlézatoktdl, hogy gyakran bindris neuron-cso-
mopontokkal dolgozik, amelyek vagy ,,aktivak’ (1) vagy ,inakti-
vak’ (0). Az ilyen hdlézatok tobbnyire teljesen dsszekapesolt struk-
tdrdval rendelkeznek, vagyis minden neuron kapcsolatban 4ll az
sszes tobbi neuronnal (2. dbra). A kapcsolatokat szinaptikus su-
lyok jellemzik, melyek meghatdrozzdk, hogy az egyik neuron ak-
tivitdsa hogyan befolydsolja egy mdsik neuron dllapotét. Ezeket a
stlyokat a hdldzat a betanitdsi fdzis sordn ,tanulja meg”, rend-
szerint egy meghatdrozott tanuldsi szabdllyal. A tanulds utdn a hé-
l6zat tigy mikodik, hogy ha valamelyik neuron médositja az dlla-
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2. abra. A Hopfield-
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potiét, ez befolydsolja a tobbi neuron dllapotdt is, egészen addig,
amig a rendszer el nem éri valamelyik stabil dllapotat.

A rendszer stabil dllapotai ,,vonzer§pontoknak’ vagy fixpon-
toknak is nevezhetdk, amelyek 4ltaldban a betanitott mintdkat
képviselik. Ez azt jelenti, hogy ha a hélézat barmelyik neuronjdt
egy bizonyos irdnyban elmozditjuk (példdul zajos bemenetet
adunk neki), idgvel a hél6zat visszadll a legkozelebbi stabil dlla-
potba, azaz felidézi a szdmdra ,,leginkdbb hasonlé” mintét. En-
nek az az eredménye, hogy képes egy-egy részleges vagy zajjal
terhelt bemenetbdl rekonstrudlni a teljes, eredetileg betanitott
mintdt. Emiatt a Hopfield-hdlézatokat gyakran alkalmazzdk auto-
asszociatfv memdriarendszerekként, ahol a cél az, hogy megbiz-
hat6an téroljék és el6hivjdk az informdciét még torzitott vagy hid-
nyos adatok esetén is.

Az energia fizikai és fizikai kémiai analégidk alapjn torténd
bevezetése Uj és igen hasznos koncepcidt jelentett: a hdlé olyan
dinamikus rendszer, amely mindig az alacsonyabb energiadlla-
potok felé halad. Ez hasonlit a természetes rendszerek viselkedé-
séhez, ahol a stabil dllapotok jellemzGen az alacsony energiadlla-
potoknak felelnek meg. A Hopfield-hdléban minden konfigurd-
ciénak (tehdt minden lehetséges neurondllapot-kombindciénak)
van egy hozzd rendelhet§ energidja, és a rendszer beépitett sza-
bdlyai alapjdn a neuronok dllapotdt leir6 hiperparaméterek a mi-
nél alacsonyabb energidju dllapot elérésére torekednek.

A Born-Oppenheimer-kozelitésbdl levezethet§ potencidlis-
energia-feliiletekkel analég ,energiatdjak’ elképzelése segit meg-
érteni, miért tér vissza a hdlé egy-egy betanitott mintdhoz: egy-
szertien a megjegyzett mintdzatok olyan ,.energiagédrokként” vi-
selkednek, amelyekbe, ha a hdlé dllapota belekeriil (még ha nem
is pontosan a kozepébe, csak a kozelébe), akkor szépen ,lecso-
rog” az energia-lejtén az ismerds mintdzat stabil pontjdba.

A Hopfield-hdl6 sikerét kgvetGen John Hopfield kutatdsai to-
vabbra is a bioldgiai informdcidfeldolgozds kérdéseire koncent-
rdltak, de fokozatosan bgviilt a paletta — tobbek kozott a biold-
giai rendszerek idgbeli mintdzatainak feldolgozdsdval, a neuro-
transzmitterek szerepével, valamint a genetikai szabdlyozds mo-
gott rejlg informdcidelmélettel. Hopfield munkdiban gyakran je-
lent meg az az alapgondolat, hogy a bioldgiai rendszerek - az
agy, a genetikus hdlézatok, a sejtjeldtviteli mechanizmusok — in-
formdcids problémdkat oldanak meg, és ezek a megolddsok ha-
tékony, energia-optimalizdlt stratégidkon alapulnak [2]. Hopfield
kutatdsai mdr az 1960-as évektdl kezdve kiterjedtek a szdmito-
gépes és elméleti neurdlis hdlézatok mellett a valédi idegrendszeri
folyamatokra is, gyakran egyiittmtikodésben biolégusokkal, pszi-
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cholégusokkal és mds tudomdnyteriiletek képviselGivel. Emellett
jelent§s hatdst gyakoroltak a mesterséges intelligencia és a gépi
tanulds kozosségére is, hiszen a Hopfield-hdlék a mély tanuldsi
hélézatok el6futdrjainak tekinthetdk.

Geoffrey Everest Hinton, aki 1947. december 6-dn sziiletett
Wimbledonban, a mesterséges intelligencia (MI) és a gépi tanu-
l4s egyik legnagyobb hatdsd alakja. Sokan ,a deep learning
(mélytanulds) keresztapjanak’ nevezik, mivel kulcsszerepet jdt-
szott olyan elméleti és gyakorlati mdédszerek kidolgozdsdban,
amelyek a neurdlis hdl6zatok modern reneszdnszdt idézték eld.
Eletdtja sordn olyan mddszerek kifejlesztéséhez is hozzdjdrult,
amelyek mind a mai napig megalapozzék az dnvezetd autdk, a
képfelismerés, a beszédfelismerés, a természetes nyelvfeldolgo-
zds és szamos mds, mesterséges intelligencidval kapcsolatos tech-
noldgia hatékony mikodését.

Hinton intellektudlis érdeklgdése nem el6zmények nélkiili.
Ertelmiségi csalddban nétt fel, felmendi kozott az akadémiai vi-
l4g jeles képviseldi is akadnak, példdul Sir Geoffrey Taylor fizi-
kus, aki Hinton anyai dédapja volt. Az efféle héttér nagyban hoz-
zédjdrult ahhoz, hogy mdr fiatalon érdekl§dést mutasson a tudo-
mdnyos kérdések irdnt. Eleinte még nem a mesterséges intelli-
gencia kototte le a figyelmét, hanem inkdbb a kognitiv folyamatok
megértése és a tudat természete vonzotta, dm ezek a kérdések
hamar a mesterséges intelligencia felé terelték.

Hinton a Cambridge-i Egyetemen szerezte els§ diplomdjét (BA)
1970-ben, kisérleti pszicholdgia szakon. Mdr ekkor felvet§dott
benne az idegrendszer szdmitégépes modellezésének gondolata.
A mesterséges intelligencia irdnti érdeklgdése aztén az Edin-
burgh-i Egyetemen bontakozott ki, ahol 1978-ban doktordlt mes-
terséges intelligencia témakaorben, Christopher Longuet-Higgins
vezetésével. Doktori munkdja sordn a kognitiv tudomadny, a pszi-
choldgia és a szdmitdstudomadny taldlkozdsdndl mozgott, és mé-
lyen foglalkoztatta, hogy miként lehetne szdmitégépes rendsze-
rekbe beépiteni az emberi agyhoz hasonld tanuldsi képességeket.

Az 1970-es évek végén és az 1980-as évek elején a mesterséges
intelligencia viliga még nem a mai értelemben vett neurdlis hd-
16zatokrdl sz6lt, noha a legegyszertibb neurdlhdlé (egy réteg neu-
ron, aktivdl¢ fiiggvény nélkiil) tobb mint 200 éves multra vezet-
hetd vissza, mivel gyakorlatilag megegyezik a Legendre és Gauss
dltal alkalmazott linedris regressziés mddszerrel. A legtsbb ku-
tatd a szimbolikus MI-t (symbolic AI) részesitette elényben, ahol
a tuddst logikai szabdlyok és ismeretbdzisu rendszerek alapjdn
kddoltdk. Hinton azonban dgy érezte, hogy az agy mitikodése
nem redukdlhat egyszerd szabdlyrendszerekre; ehelyett elosztott
reprezentdcickra és sulyozott kapcsolatokra épitett. Ez a meg-
gy6z8dés vezette el a mesterséges neurdlis hdlézatok teriiletére.

Doktori cimének megvédését kovetGen Hinton dolgozott a Sus-
sexi Egyetemen, a San Diegé-i Kaliforniai Egyetemen, majd a
Carnegie Mellon Egyetemen (CMU) is. A CMU-n téltott évei so-
réan taldlkozott David E. Rumelharttal és Ronald J. Williamsszel,
akikkel kozosen kidolgozta a visszaterjesztéses hibaminimalizd-
lés (backpropagation) mddszerét, amely lehet§vé teszi a t6bb ré-
tegbdl 4ll6 neurdlis hélézatok hatékony tanitdsat [3].

A backpropagation algoritmus fontossdgdt ma mdr nehéz tul-
becsiilni: ez az eljérds kulcsfontossdgu volt annak megértésében,
hogy miként tanithatunk tobbréteg, tigynevezett ,,deep” (mély)
hélézatokat. A mddszer megalkotdsa és ismertté véldsa ugyan
még nem inditotta be a mélytanulds forradalmdt — az akkori sza-
mitdsi kapacitdsok és adatmennyiségek ehhez nem voltak ele-
genddk —, de elvi alapokat szolgdltatott ahhoz, hogy késébb, a
2000-es években, amikor mdr rendelkezésre dllt elegendd feldol-
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gozési teljesitmény és digitdlis adat, a mélytanulds (deep learning)
robbandsszertien fejlédhessen.

Az 1980-as évek végén Hinton Kanaddba koltozott, ahol a To-
ront6i Egyetemen kapott professzori dlldst. Ez a vdltds jelentds
hatdssal volt munkdssdgdra, ugyanis a Torontdi Egyetemen rend-
kiviil élénk kutatdi kozosség alakult ki, amely tdmogatta a neu-
rdlis hédl6zatokat el6nyben részesit§ szemléletet. Kanaddban Hin-
ton olyan kozegre taldlt, ahol a tudomédnyos intézmények nyitot-
tak voltak az interdiszciplindris megkozelitésekre és az alterna-
tiv MI-irdnyzatok kevésbé vontdk el a neurdlis hélézatok irdnt fo-
gékony kutaték érdeklgdését.

Hinton kutatdsai sordn felmeriilt az a kérdés is, hogy miként
képesek a neurdlis hél6zatok belsd, rejtett reprezentdcidkat kiala-
kitani. E téren fontos elGrelépést jelentett a Boltzmann-gépek és
a korldtozott Boltzmann-gépek (Restricted Boltzmann Machines,
RBM) bevezetése. Az RBM-ek segitségével Hinton és munkatdrsai
olyan tanuldsi médszereket dolgoztak ki, amelyek képesek voltak
a bemeneti adatok statisztikai szerkezetének felfedezésére és bel-
s6, rejtett egységek dltal kddolt mintézatok kialakitdsdra.

A Boltzmann-gépek (Boltzmann Machines, BM) a mesterséges
neurdlis hédl6zatok egy kiilonleges fajtdjét jelentik, amelyeket ere-
detileg Geoffrey Hinton és Terrence Sejnowski az 1980-as években
dolgoztak ki [4]. Ezek a hél6zatok elsGsorban statisztikai fizikai el-
vekre épiilnek, és képesek bonyolult mintdzatok megtanuldséra és
reprezentdldsdra. F§ kiilonlegességiik az, hogy a hagyomdnyos ird-
nyitott hélézatoktdl eltéréen a Boltzmann-gépekben nincsenek ki-
jelolt bemeneti vagy kimeneti rétegek, valamint a kapcsolatok kél-
csonosek. Ez azt jelenti, hogy a hdlé minden neuronja képes hatni
a tobbire, és az informdcié nem egy irdnyban (pl. csak el6re) ter-
jed, hanem korkorosen. Ez lehet§vé teszi, hogy a hdlé komplex
mintdzatokat sajétitson el és ezeket a bels§ édllapotaiban térolja.

A Boltzmann-gépek tanitdsa nem egyszerti feladat, mert a tel-
jes kapcsolati hdlézat miatt sokféle dllapotot kell figyelembe venni.
A tanulds lényege az, hogy a silyokat ugy mddositjuk, hogy a
megfigyelt (tehdt a betanité adatokbdl szdrmazd) mintdk vals-
szintisége ndjon a hdlé dltal generdlt mintdkhoz képest.

A gyakorlatban a teljesen dltaldnos Boltzmann-gépet gyakran
tdl nehéz hatékonyan tanitani. Ezért vezették be a ,,korldtozott
Boltzmann-gépet” (RBM), amelynek nincsenek rejtett rétegen be-
lali kapcsolatai és nincs ldthaté rétegen beliili kapcsolat sem.
Csak a ldthat6 és a rejtett rétegek kozt vannak stlyok (3. dbra).

3. abra.

A korlatozott
Boltzmann-gépek
(RBM) altalanos
mikodési elve
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Ez a korldtozds jelentGsen egyszer(siti a betanitdst. Az RBM-ek
jellegzetessége az is, hogy feliigyelet nélkiili tanuldst (unsupervised
learning) tesznek lehet6vé, igy még osztdlyozdsi feladatok esetén
sem kell el@re kijelolni az egyes kategdridkat.

Ezen elvek révén sziiletett meg a Deep Belief Networks (DBN)
koncepcidja is, melyben az RBM-ek rétegeit egymdsra halmozva
mély és osszetett reprezentdcidk hozhatdk létre. A DBN-ek és a
hozzdjuk kapcsol6dé médszertan lehet§vé tették, hogy az addig
nehezen tanithatd, mély hdlézatokat is hatékonyan be lehessen ta-
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nitani rétegrdl rétegre torténd, kezdetben feliigyelet nélkiili, majd
finomhangoldsként feliigyelt tanuldsi lépésekkel. Ez a megkoze-
lités mutatta meg igazdn, hogyan tudnak a mély neurdlis hdls-
zatok, dsszehangolt rétegek ldncolataként, egyre absztraktabb és
Osszetettebb jellemzdket megtanulni a nyers adatokbdl — legyen
sz6 képekrdl, hangokrdl vagy szovegekrdl.

A Boltzmann-gépek (igy a korldtozottak is) olyan neurdlis hé-
16k, amelyek a statisztikus fizika inspirdciéjdra a neurdlis dlla-
potok valdszintségi eloszldsdn alapulnak. Nem fix bemenet-ki-
menet pdrjaik vannak, hanem a Hopfield-hdlékhoz hasonléan in-
kébb egy belsd szabdly szerint ,,ringatéznak’ kiilénbozg édllapotok
kozott, a kapesolatok dltal meghatdrozott energiafeliileten. Idg-
vel képesek megtanulni az adatokat jellemz§ mintdzatokat, és
ezeknek megfelelGen alakitani a sdlyokat, igy az alacsony ener-
giadllapotokhoz azok a mintdk tartoznak, amelyeket a hdlé meg-
tanult. Az RBM-ek ugyan jelenleg a ritkdbban alkalmazott mo-
dellek kozé tartoznak, 4dm mégis fontos szerepet jitszottak a
mélytanulds elGretorésében és nagyban hozzdjirultak ahhoz,
hogy a gépi tanulds mdra ennyire fejlett és hatékony legyen.

A 2000-es évek végére és a 2010-es évek elejére Hinton és ta-
nitvdnyai (koztiik Yann LeCun és Yoshua Bengio) olyan médsze-
reket és elveket dolgoztak ki, amelyek a szdmitdsi teljesitmény
novekedésével (f6leg a GPU-k alkalmazdsdnak elterjedésével) és
az egyre nagyobb adattomegek (Big Data) rendelkezésre dlldsédval
egyiitt elhoztdk a mélytanulds korszakdt. A beszédfelismerés, a
képfelismerés és szdmos mds alkalmazdsi teriilet ezdltal ugrds-
szer(i fejlédésen ment keresztiil.

Kiilonosen ldtvanyos eredményt ért el Hinton csoportja a 2012-es
ImageNet kihivdson, ahol egy AlexNet névre keresztelt mély kon-
volticids hdlézat tobb mint 10 szdzalékponttal jobban teljesitett a
képfelismerési feladatban, mint az addigi legjobb megolddsok [5].
Ez a pillanat mérfoldkd volt a szdmitégépes ldtds teriiletén, és vi-
légszerte felkeltette az ipar érdeklgdését a mélytanulds irdnt. A
Google hamar felfigyelt Hinton munkdjéra, és 2013-ban alkalmazta
is 6t, majd megalapozta a Google Brain kezdeményezést, amely a
mesterséges intelligencia kutatdsanak egyik vezet§ mihelye lett.

Hinton nemcsak kutatéként, hanem tudomdnyszervezéként is
maradandét alkotott. A Torontdi Egyetemen beliil és koriil ki-
alakul6 kutatéi 6koszisztéma révén hozzdjérult a kanadai mes-
terséges intelligencia-kutatds virdgzasahoz. Kézremtikodott a Vec-
tor Institute for Artificial Intelligence megalapitdsdban, amely a
kanadai kormdny és ipari partnerek tdmogatdsdval a mestersé-
ges intelligencia kivéldsdgi kozpontjaként miikodik.

Tudoményos munkdssdgdért szdmos rangos kitiintetést kapott.
Koziiliik kiemelkedik a 2018-ban megitélt Turing-dij, amelyet
gyakran a ,,szdmitdstechnika Nobel-dijaként” is emlegetnek. Ezt
a dfjat Hinton megosztva kapta Yann LeCun és Yoshua Bengio ku-
tatokkal, akik szintén a mélytanulds teriiletének meghatdrozé tt-
toréi. A dij hivatalos indokldsa szerint munkdjuk forradalmasi-
totta a szdmitigépes tanulds képességét, amellyel felismerhet6k
a képek, hangok és szoveges adatok komplex strukturdi.

TRODALOM

[1] J. J. Hopfield, Neural networks and physical systems with emergent collective com-
putational abilities, Proc. Natl. Acad. Sci. USA (1982) 79, 2554-2558.

[2] J. J. Hopfield, Neurons, Dynamics and Computation, Physics Today (1994) 47, 40—
46.

[3] D. E. Rumelhart, G. E. Hinton, R. J. Williams, Learning representations by back-prop-
agating errors, Nature (1986) 323, 533-536.

[4] D. H. Ackley, G. E. Hinton, T. J. Sejnowski, A learning algorithm for Boltzmann
machines, Cognitive Science (1985) 9, 147-169.

[5] A. Krizhevsky, I. Sutskever, G. E. Hinton, ImageNet classification with deep convo-
lutional neural networks, NIPS’12: Proceedings of the 26th International Conference
on Neural Information Processing Systems — Vol. 1(2012) 1, 1097-1105.

MAGYAR KEMIKUSOK LAPJA



